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基于多智能体元强化学习的车联网协同服务缓存和计算卸载 
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（1. 重庆邮电大学通信与信息工程学院，重庆 400065；2. 大连理工大学软件学院，辽宁 大连 116620） 

摘  要：为了降低求解优化问题的难度，提出一种双层的多路侧单元（RSU）协同缓存框架将问题进行解耦。外

层采用多智能体元强化学习方法，在每个本地智能体进行决策学习的同时，采用长短期记忆网络作为元智能体来

平衡本地决策并加速学习过程，从而得到最优的 RSU 缓存策略；内层采用拉格朗日乘子法求解最佳协同卸载策

略，实现 RSU 间的任务分配。基于杭州真实交通数据的实验表明，所提方法具有理想的能效性能，并且能够在

大规模任务流下保持网络稳健性。 
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Cooperative service caching and peer offloading in Internet of  
vehicles based on multi-agent meta-reinforcement learning 
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Abstract: In order to reduce computation complexity, a two-layer mutli-RSU (road side unit) service caching and peer 
offloading algorithm (MPO) was proposed to decouple the optimization problem. In the designed MPO, the outer layer 
utilized multi-agent meta-reinforcement learning, which established long short-term memory (LSTM) network as the me-
ta-agent to balance decisions of local agents and accelerate learning progress. The inner layer utilized lagrange multiplier 
method to achieve optimal decision for RSU peer offloading. Experimental results based on real traffic data in Hangzhou 
demonstrate that the proposed method outperforms other methods and remains robust under large-scale workloads. 
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1  引言 

随着 5G 时代的到来和互联网设备的普及，万

物互联的概念逐渐走进人们的生活，这推动了大量

时延敏感型的移动应用，如增强现实、实时导航以

及自动驾驶等[1-2]。虽然云技术逐渐成熟，但是随着

移动设备的指数性增长，单纯依靠中央云服务器来

控制广域网存在时延难以保证的瓶颈[3]，从而难以

保证时延敏感型应用的服务质量。因此，移动边缘

计算应运而生，成为目前解决上述问题的一种可靠

方案。移动边缘计算将计算资源和存储资源以分布

式的方式部署在距离用户层更近的边缘节点上，使

这些边缘节点就近处理其覆盖区域内的相关业务，

从而减轻回程链路的传输压力，并节约相应的服务

响应时间。相对于中央云服务器的可扩展性，轻量

化的边缘服务器存在资源容量受限和资源利用不
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均等问题[4-5]。尤其是随着移动应用的多样性增强，

其所需的资源也具有很强的异质性，这导致资源利

用率低的问题日益凸显。 
人工智能和机器学习技术的不断发展，以及

其在多个领域的成功应用，使其正成为解决移动

边缘计算瓶颈问题的关键技术[6-7]。和传统技术相

比，人工智能技术对于环境的动态变化拥有更强

大的感知能力。作为其重要分支，深度强化学习

在资源分配方面已经得到一定的应用，文献[8-12]
都表明基于强化学习的车联网资源分配解决方案

具有较好的准确性和稳健性。随着用户需求的动

态变化以及多方主体（设备节点、边缘节点和云

服务器）的参与，车联网系统需要一种效率高、

均衡性强的任务调度和资源分配方法。同时，由

于边缘节点的资源有限，需要轻量化、分布式的

机器学习技术与其进行适配，从而完成高效的学习

过程。 
车联网作为万物互联时代的重要一环，由于车

辆的高移动特性和车辆应用需求的时变性，车辆应

用的处理存在着更突出的难度[13]。为了更好地服务

车辆用户和建设智慧城市，需要部署大量装配边缘

服务器的路侧单元（RSU, road side unit）来更好地

处理其覆盖区域内的车辆应用。因此，车辆、RSU
和云服务器构成了常见的三层车联网框架[14]。然而

实际情况下城市中车流分布通常是不均匀的，这导

致一些 RSU 没有足够的资源缓存车辆应用所需的

服务，从而需要将计算任务卸载到云服务器；另一

些 RSU 还有很多剩余的缓存空间没有得到利用，

这就导致车联网系统的整体时延增加[15]。因此，为

了充分利用车联网中的缓存和计算资源，需要网络

运营商挖掘 RSU 之间的合作能力，从而提升车联

网的服务效率。 
车联网中的计算卸载和服务缓存得到学术界

和工业界的广泛关注，因为通过制定相应策略可以

更好地提升网络性能并减少能耗[16-17]。文献[16]提
出一种多时间尺度的强化学习框架来进行缓存和

计算资源的分配来最小化车辆应用的服务时延。文

献[18]考虑了用户的移动性和网络连通性来进行内

容缓存，从而能够缩短用户对内容的获取时间。文

献[13]在能耗限制的情况下，通过计算卸载的方式

满足了所有基站的能耗约束。很多研究关注车联网

中的合作机制，文献[19]中，当车联网需要处理计

算密集型任务时，多个边缘服务器会共同合作处理

相关应用。文献[20]研究多接入车联网，将资源丰

富的车辆与云服务器相结合，构建协同计算架构。

也有很多相关研究利用车辆用户的属性，比如社会信

任、位置区域等构建相应的车辆应用处理集群[5,14]。

然而，这些研究大多集中在用户与服务器、用户与

用户间的合作，缺少对于边缘节点之间合作的研究

来提升车联网的整体服务性能。 
本文考虑了车联网中 RSU 之间的合作来解决

车辆应用处理过程中的服务缓存和任务调度问题。

解决这一问题存在如下几个挑战：1) 车辆服务缓存

和任务调度具有耦合性，车辆服务缓存决定任务调

度的决策空间，任务调度的结果反映服务缓存的表

现；2) 任务计算和传输的权衡，RSU 间合作会减

少任务的计算时间，从而增加系统内的传输时间，

如何在两者之间进行权衡得到最优解也是一个挑

战；3) RSU 行为平衡，即 RSU 间合作能够降低系

统时延，但求解过程中需避免陷入每个 RSU 的局

部最优，而是求解全局最优策略。 
本文主要的研究工作如下。 
1) 本文构建了多边合作的车联网服务模型，它

联合了任务缓存和边缘任务调度问题，在可用资源

约束的情况下，最小化系统时延。本文将车联网服

务问题建模成一个混合整数非线性规划问题，并证

明求解该问题需要非多项式的计算复杂度。 
2) 本文提出了一种双层的多 RSU 协同缓存框

架求解上述问题，它采用多智能体元强化学习框架

为 RSU 缓存车辆应用提供所需服务。每一个 RSU
作为一个本地智能体计算其对应状态下的缓存决

策，云服务器作为元智能体，采用长短期记忆

（LSTM, long short-term memory）结构的神经网络

来平衡本地智能体的决策，并维护自己的状态信息

来进行更快的策略学习。 
3) 在缓存策略确定的情况下，本文提出一种自

适应的 RSU 协同卸载算法，它采用拉格朗日乘子

法来求解最佳协同卸载策略。本文通过二分迭代搜

索的思想搜索最优拉格朗日乘子，从而调度系统中

每一个 RSU 的计算任务，实现系统中所有 RSU 的

工作量负载均衡。 
4) 本文采用杭州交通流数据进行实验，结果表

明本文提出的算法具有良好的效能和实用性。与其

他 3 种基准算法相比，本文提出的算法能够获得更

低的系统时延，并且能在大规模任务流下拥有相对

稳定的表现。 
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2  系统模型 

本文构建的多边车联网服务系统由 N 个 RSU
和一个提供服务的云服务器组成，如图 1 所示。 

RSU 分布在城市中的不同区域，并配置边缘服

务器为其相应区域内的车辆提供计算服务，不同的

RSU 之间通过局域网连接，且具有计算功能和服务

缓存功能。车辆用户会和其邻近 RSU 通过无线通

信的方式，将计算任务上传到对应的边缘服务器

上，考虑它们之间的连接采用正交频分复用技术，

因此多个车辆可以在不考虑干扰的情况下和同一

个 RSU 通信。为了完成不同类别的车辆应用，系

统需要从服务商处下载不同的服务，例如视频转码

服务和障碍物识别服务等，设 ={1,2, , }S"S 表示系

统提供的服务集合，且缓存服务所需的存储空间为

sp ， nF 和 nC 分别表示 RSU n 拥有的计算能力和缓

存能力， ={1,2, , }M"M 和 ={1,2, , }N"N 分别表示

车辆用户和 RSU 的集合。假设 RSU n 接收车辆应

用任务是一个泊松过程[20]，且任务接收速率为 t
nπ ，

处理一个任务所需的计算资源（CPU 周期数）服从

期望为 h的指数分布。本文主要变量及其含义如表 1
所示。 
2.1  服务缓存模型 

由于车辆资源有限，并且车辆应用对于处理时

延具有严格要求，因此需要通过计算卸载的方式上

传到 RSU 进行实时处理。此外，为了处理车辆任

务，RSU 需要从中央云服务器上缓存任务所需的服

务；否则，RSU 需要将任务上传到云服务器上进行

处理。中央云服务器拥有充足的计算能力和缓存能

力，因此，如果在云服务器上处理任务，时延主要

由从 RSU 上传到云端的传输时延 cloudT 造成。设

,{ {0,1}}t
ns n sA α ∈ ∈= ∈ N S 表 示 服 务的 缓 存 策略 ，

{ {0,1}}t
n ns sa α ∈= ∈ S 表示 RSU n 的缓存策略。由于

RSU 的缓存能力有限，因此对于每一个 RSU，不等

式 t
ns s n

s
p Cα

∈
∑ ≤
S

成立。同时，由于同一个服务可能

缓存在多个 RSU 上，不同的 RSU 处理应用所需的

服务可能缓存在其他 RSU 上，因此，系统需要根

据服务缓存情况进行协同卸载，从而更好地利用系

统中的空闲资源。 

表 1 主要变量及其含义 

变量 含义 

t
nsα  t 时刻由 RSU n 缓存计算任务 s 

t
ijβ  t 时刻由 RSU i 卸载到 RSU j 的计算任务数量 
t
nπ  t 时刻 RSU n 的任务接受速率 
,f t

iT  车联网系统 i 在 t 时刻的计算时延 
,g tT  车联网系统在 t 时刻的拥塞时延 

tr  t 时刻车联网系统的奖励函数 
 
2.2  任务计算模型 

在协同卸载过程中，本文假设计算任务在服务

器间只能卸载一次，即如果计算任务从 RSU i 卸载

到 RSU j，那么任务将在 RSU j 上的服务器上执行，

而不会再卸载到其他 RSU。设 ,{ }t
ij i jB β ∈ ∈= N N 表示

 
图 1  多边车联网服务系统模型 
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系统的协同卸载策略，其中 t
ijβ 表示 t 时刻由 RSU i

卸载到 RSU j 的计算任务数量， t
iiβ 表示 RSU i 自身

处理的任务数量，则 RSU i 在 t 时刻处理的任务数

量可以表示为
1

N
t t
i ji

j
ω β

=

= ∑ 。RSU 接收任务的过程是

一个泊松过程，本文采用 M/M/1 排队系统来为任务

处理建模[21]，车联网系统的计算时延可以表示为 

  ,
t

f t i
i t

i i

T
ω

μ ω
=

−
  (1) 

其中， /i iF hμ = 。为了满足任务队列处理的稳定

性， t
i iω μ≤ 需要得到满足以确保每一个 RSU 的

服务性能。 
由于网络带宽有限，协同卸载会导致额外的拥塞

时延。系统的拥塞时延由网络中的全部任务数量决

定，系统中的总任务数量为
1

N
t t

i
i

λ λ
=

=∑ ，其中 t
iλ =  

\{ }

t
ij

j i

β
∈
∑
N

表示 RSU i 卸载到其他 RSU 的任务数量。根

据 M/M/1 排队模型相关理论[18]，系统的拥塞时延为 

  , , 1
1

t
g t t

tT τλ τλ
τλ

= <
−

 (2) 

其中，τ 表示在带宽充足情况下通过局域网传输一

单位计算任务的时延。 
2.3  问题描述 

综上所述，系统时延主要由 3 个部分组成，分

别是计算时延、拥塞时延和（从 RSU 上传到中央

云服务器的）传输时延。系统时延 sT 为 

  , ,
cloud( )f t g t

s i os
s i

T T T w T
∈ ∈

⎡ ⎤= + +
⎢ ⎥⎣ ⎦

∑ ∑
S N

  (3) 

其中， 0osw ≥ 表示系统中需要服务 s 且需要上传到

云服务器上处理的任务数量。 
本文联合考虑服务缓存策略和服务器间的协

同卸载策略，目标是最小化车辆任务的处理时延，

得到如下优化问题。 

 

,

1

1

P1: min

s.t. C1: ,

C2 : ,

C3 : ,

C4 : {0,1}, ,

sA B t

t
ns s n

s

N
t t
nj n

j

N
t
jn n

j

t
ns

T

p C n

n

n

n s

α

β π

β μ

α

∈

∈

=

=

∈

∈

∈

∈ ∈ ∈

∑

∑

∑

∑

≤

≤

≤

T

S

N

N

N

N S

 

其中，约束 C1 保证每个 RSU 缓存的服务不能超过

其缓存能力；约束 C2 保证每个 RSU 协同卸载的任

务数量不能超过其接受的车辆任务数量；约束 C3
保证每个 RSU 处理的任务数量不超过其计算能力。 

定理1  优化问题P1是一个混合整数非线性规

划，求解其需要非多项式的计算复杂度。 
证明  效用函数凸凹性 
通过 2 种简化情况来分析优化问题 P1 的计算

复杂度。 
1) RSU 不进行协同卸载。当 RSU 不进行协同

卸载时，不同服务所对应的计算任务只能由接收任

务的 RSU 进行本地计算或者上传到云服务器上。

因此，系统时延不仅由 RSU 的计算能力决定，也

高度依赖于 RSU 的服务缓存能力。这时，优化问

题 P1 可以转化为服务缓存问题和任务流输出问题，

类似于文献[13]。文献[13]已经证明这个问题是一个

混合整数非线性规划问题，并且拥有非多项式的计

算复杂度。 
2) 所有计算任务需要同一种服务。当所有计算

任务需要同一种服务时，在计算资源充足的情况

下，服务会被缓存在任一个缓存空间充足的 RSU。

因此，该种情况可以被看作一个协同卸载问题，即

在计算资源约束的情况下，进行计算任务的分配，

类似于文献[18]。文献[18]已经证明求解这一问题拥

有非多项式的计算复杂度。 
通过上述分析，2 种简化情况都具有非多项式

的计算复杂度。因此，求解本文的优化问题 P1 也

具有非多项式的计算复杂度。证毕。 

3  算法设计 

由于求解优化问题 P1 具有非多项式的计算

复杂度，本文提出一种双层的多 RSU 协同缓存算

法（MPO, mutli-RSU service caching and peer 
offloading algorithm），外层采用多智能体元强化

学习框架来为 RSU 缓存车辆应用所需的服务；内

层在缓存策略确定的情况下，在缓存同一种服务

的 RSU 间进行协同卸载，本文提出一种自动任务

适应算法来求解系统的协同卸载策略。算法流程

如图 2 所示。 
3.1  基于多智能体学习的缓存分配策略 

本文提出一种多智能体元策略的强化学习

（MAMRL, multi-agent meta reinforcement learning）
框架进行 RSU 的缓存分配，算法架构如图 3 所示。 
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图 3  多智能体元策略的强化学习框架 

和传统的强化学习相比，MAMRL 框架包含 2 种

智能体：一种是本地智能体，它配置在每一个 RSU
上，根据任务量和 RSU 上的可用资源并利用强化

学习算法进行自身缓存资源的分配；另一种是元智

能体，它配置在云服务器上，根据每一个本地智能

体学习到的信息和任务量的信息，利用 LSTM 进行全

局缓存资源分配。MAMRL 减轻了因任务产生和资源

需求带来的维度灾难，同时减少了 RSU 和云服务器

之间的消息传递（本地智能体只需向元智能体上传其

处理过的信息而不是全部信息），从而提供一个计算

和通信复杂度更低的缓存分配方案。 
定义状态空间为 0 1{ , , , }NS S S∏ = " ，动作空间

 
图 2  算法流程 
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为 0 1{ , , , }NA A A= "A ，本地智能体 i 在 t 时刻的状态空

间为 ={ , , }s
ti i i i is C Sε ε ∈ ，其中， iε 表示RSU i 处理车

辆任务所需的服务， s
iε 表示RSU i 从云服务器上下载

的任务量， iC 表示RSU i 的可用缓存资源和计算资源。 

1) 本地智能体设计 
每一个本地智能体在 t 时刻的动作空间为

={ }ti is ia A sα ∈ ∈， S ，其中 {0,1}isα ∈ 表示 RSU i 缓
存服务 s 的决策， =1isα 表示服务 s 缓存在 RSU i

上。奖励函数表示为 

 
( )

( , )
s

i i
t ti ti

i

r s a
η ε ε

ε
−

=  (4) 

其中，
s

i i

i

ε ε
ε
−

表示 t 时刻采取缓存策略后的缓存命

中率，η 表示调整参数。缓存命中率的取值范围为

[0,1]，其值越大，说明制定的缓存策略越有效，因

此会获得更高的奖励值。针对缓存问题，RSU i 的
奖励最大化目标函数可以表示为 

  E '
~

'
( , ) max ( , )

ti ti
ti

t t
i ti ti a s t ti tia t t

r s a r s aγ
∞

−

=

⎡ ⎤
= ⎢ ⎥

⎣ ⎦
∑  (5) 

其中， (0,1)γ ∈ 为折扣因子。在状态 tis 下采取动作

定义为一个策略
iθ

π ，它是由参数 iθ 决定的。策略
iθ

π

决定了状态转移函数 : ti ti t iS A SΓ ′× 6 ，以及相应的

奖励值函数 ( , ) :i ti ti t i tir s a S A R× 。因此，在给定状

态 tis 下，策略的状态值函数可以表示为 

 E '
~ ( | ) ,

'
( ) ( , ) |i

ti ti ti ti tii

t t
ti a a s t ti ti a s

t t
V s r s aθ

θ

π
π γ

∞
−

=

⎡ ⎤
= ⎢ ⎥

⎣ ⎦
∑  (6) 

状态值函数可作为评论家的角色来评判每一

个动作在该状态下的表现。因此，对于状态 tis 下的

最佳策略 * ( | )
i ti tia sθπ ，可以由该状态的值函数最大

值确定，即最大的状态值函数可以获得其对应的最

佳策略，最优值函数为 

E
*

*
'

' ' ' ,
'

( ) max ( , )+ ( ) |i i

ti tiit

t t
ti t i t i t i t i a sa A t t

V s r s a V sθ θ

θ

π π

π
γ

∞
−

′
∈

=

⎡ ⎤= ⎢ ⎥
⎣ ⎦

∑  

   (7) 
通过式(7)可以选择出每一个决策智能体 i 的最

佳策略。采用时序差分（TD, temporal difference）
法求解最优值函数和最优策略，采取策略

iθ
π 的优势

函数（TD 误差）定义为 

'
'

'

( , ) ( , ) + ( ) ( )i i it t
ti ti ti ti ti t i ti

t t

s a r s a V s V sθ θ θπ π πΛ γ
∞

−

=

⎛ ⎞= −⎜ ⎟
⎝ ⎠

∑  

   (8) 

其策略梯度为 

E '

'
( , ) c log ( , ) ( , )i i

i ii i

t t
ti ti ti ti ti ti

t t
s a s a s aθ θ

θ θ

π π
θ π θ πΛ γ Λ

∞
−

=

⎡ ⎤
∇ = ∇⎢ ⎥

⎣ ⎦
∑   

  (9) 

通过式(9)可以将网络中每一个 RSU 的缓存决

策离散化求解。在所有状态信息已知的情况下，本

文可以采用集中式的解决策略，它的时间复杂度为
2( | | )i iO S A N T ，这需要消耗大量的计算资源。同

时，由于集中式的解决策略忽略了其他智能体的决

策，导致强化学习过程中的探索和开发出现不平衡

的现象，因此本文提出一种元策略的强化学习框架

来解决上述困难。 
2) 元策略强化学习模型 
设本地智能体 i 的观察值为 iO ，它是由

' ' ': ( , ), ( , ), , , , ( , )i
i i t i t i i ti ti t i ti ti tiO r s a r s a a a t s aθπΛ< > 组 成

的数据元组，其中， ' '( , )i t i t ir s a 表示下一状态的折扣

奖励值， ( , )i ti tir s a 表示当前状态的折扣奖励值，

't i tia a和 分别表示下一动作和当前动作，t 表示当前

时刻， ( , )i
ti tis aθπΛ 表示 TD 误差。这些都是由状态

空间 iS 决定的，并且由本地智能体处理得到的。设

所 有 本 地 智 能 体 的 观 察 值 的 集 合 为

1 2{ , , , }NO O O= "O ，将观察值发送给元智能体，元

智能体采用LSTM架构的神经网络处理收到的信息

从而得到最优策略。对于策略
iθ

π ，它是由不断更新

参数 iθ 而得到的；因此，t 时刻的状态值函数和 TD

误 差 可 以 分 别 表 示 为 ( ) ( ; )i i
ti ti tV s V sθ θπ π θ≈ 和

( , ) ( , ; )i i
ti ti ti ti ts a s aθ θπ πΛ Λ θ≈ 。根据式(8)和上述表示，

可以将最优策略的 TD 误差写成 
*

0
'

0

0 0

' * *
' 0 '

' ,

* *

( , , , ; ) ( , , , ; )

( | , , , ) ( , , , )

( , , , )

i

i

N

t i i

i

N

ti t tN t ti ti t tN t

t t
t i ti t tN t i

t t s S

ti

s a a r s a a

s s a a V s

V s

θ

θ

θ

π

π
θ θ

π
θ θ

Λ θ θ

γ Γ π π

π π

∞
−

= ∈

= +

−∑

" "

" "

"

 

其中，
0

* *( , , )
Nθ θπ π" 表示联合缓存分配策略，

' 0( | , , , ) [0,1]t i ti t tNs s a aΓ " 6 表示状态转移概率。利

用式(9)，最小化损失函数 

* *
'- 2

'
'

1( ) min

1 ( ( , ; ) ( ; )) ( )
2

i

i i

i
i

t t
ti ti ti t t i t ti

t tc

L
N

r s a V s V s

θ

θ θ

π

π π

θ

θ γ θ

∈

∞

=

=

⎡ ⎤+ −⎢ ⎥
⎣ ⎦

∑

∑
N  

(10)
 

为了进行低偏差的探索，算法采用熵正则化函
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数 ( ( | ; ))
i ti ti tH a sθβ π θ 来处理随机的车辆任务需求，

其中，β 表示正则化调整参数， ( ( | ; ))
i ti ti tH a sθπ θ 表

示策略的熵值，较大的熵值说明智能体在搜寻策略时

拥有更多的探索组合。结合熵正则化函数和式(10)，
损失函数的策略梯度可以表示为 

 '

1( ) ( ( | ; ))+

log ( | ) ( , | )

i i

i

i i

i ti ti t
i t t

ti ti ti ti t

L H a s
N

a s s aθ

θ θ

π
θ θ

θ β π θ

π Λ θ

∞

∈ =

∇ =

∇

∑∑
N

 (11)
 

元智能体由 LSTM 结构的神经网络组成，设它

的网络参数为φ，且由 4 个门层来计算出下一个状

态 't is 的最优决策 *
iθ

π 和其对应的优势函数，4 个门

层分别为遗忘门 'tF 、输入门 'tI 、单元状态层 l
'tE 和

输出层 'tZ 。元智能体的具体实现为 

l

T
' ' '

T T
' '

T T
' '

T T
' '

( ; ) softmax( )

( ( ) ( ) )

( ( ) ( ) )

tanh( ( ) ( ) )

t t t

t FO it FH t F

t IO it IH t I

t EO it EH t E

M

F

I

E

φ

σ φ φ

σ φ φ

φ φ

=

= + +

= + +

= + +

其中,

O H

O H b

O H b

O H b

 

l
'' ' '

T T
' '

' ' '

( ( ) ( ) )

tanh( )

tt t t t

t ZO it ZH t Z

t t t

E E I F E

Z

E Z

σ φ φ

= +

= + +

=

: :

:

O H b

H

 

其中，遗忘门 'tF 负责确定哪些信息需要抛除；输

入门 'tI 负责确定哪些信息需要更新；单元状态层

l
'tE 使用 tanh( )i 函数产生新的候选值向量，并通过

公式 l
'' ' 'tt t t tE E I F E= +: : 更新单元状态层；输出

层 'tZ 决 定 哪 些 信 息 输 出 ， 通 过 公 式

' ' 'tanh( )t t tE Z= :H 计算单元输出，并将最终的输

出利用 softmax 函数输出最佳策略。因此，元智

能体的损失函数是由本地智能体的分布所决定

的，其损失函数的期望可以表示为 

  ( )
1

( ) E ( )
T

L t
t

L Lθφ θ
=

⎡ ⎤
= ⎢ ⎥

⎣ ⎦
∑  (12) 

因此，MAMRL 框架将元智能体的学习参数传

递给本地智能体，以便每个本地智能体更新自身的

学习参数来计算出最优的缓存分配策略。其参数更

新式为 
 ' ( ( ); )

tt t t tM Lθθ θ θ φ= + ∇  (13) 

MAMRL 框架可以理解成一个多参与人

（N-player）的马尔可夫博弈模型。根据当前对多人

马尔可夫博弈模型的研究[22]，MAMRL 模型至少

存在一个纳什均衡点来保证最佳的缓存分配策

略。因此，对于 MAMRL 模型求解的最优性，有

命题 1 成立。 
命题 1  对于 RSU i，其最佳的缓存分配策略

*
iθ

π 是一个纳什均衡点，且其纳什均衡值为

0

* *
'( , , , )i

Nt iV sθπ
θ θπ π" 。 

证明  对于 RSU i 而言， θπ
*

i
是综合考虑所有

RSU 动作后产生的纳什均衡的最优策略。因此，BS 

i 无法采取更优的策略来提升
*

( )i
tiV sθπ ，则对于式

(10)，有如下不等式成立 

 

*

0

'

0

' * *
' 0 '

' ,

( ) ( , , , ; )+

( | , , , ) ( , , , )

i

i

N

t i i

ti ti ti t tN t

t t
t i ti t tN t i

t t s S

V s r s a a

s s a a V s

θ

θ

π

π
θ θ

θ

γ π π
∞

−

= ∈

Γ∑

"

" "

≥

 

通过上述不等式可知，MAMRL 模型中的元智

能体 O' '( ; )t tM φ 能够在 RSU i 采取策略 *
iθ

π 时达到纳

什均衡，且 RSU i 的最优值为 

 
*

( )= ( ( ); )i

tti t tV s M Lθπ
θ θ φ∇  

因此，最优策略 θπ
*

i
是缓存分配问题的一个纳什均

衡点。证毕。 
对于 MAMRL 模型的收敛性，有命题 2 成立。 
命题 2  对于式(10)的梯度估计，可以建立估计

值 l ( )i iLθ θ∇ 和真实值 ( )
i iLθ θ∇ 之间的关系为 

l( ( ), ( ) 0) (0.5)i i

N
i iP L Lθ θθ θ∇ ∇ > ∝  

证明  对于 RSU i 在时刻 t 采取动作 tia 的概率

可以表示为 
1( ) (1 ) log (1 ) log(1 )ti tia a

ti i i ti i ti iP a a aθ θ θ θ−= − = + − −  

考虑单个状态的情况下，策略梯度的估计量可

表示为 

 

0 0

0

0

0

ˆ
( ) ( , , , ) log ( , , )=

( , , , ) log (1 ) log(1 )=

(1 )
( , , , ) =

(1 )
( , , , )(2 1), 0.5

i ti ti t tN t tN
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ti ti t tN ti i ti i
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ti ti t tN
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θ
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∂ ∂
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∂
+ − −

∂

⎛ ⎞−
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"

 

因此，RSU i 的期望奖励可以表示为 

 0( )= ( , , , ; )(0.5)N
i ti ti t tN t

i
r r s a a θ

∀ ∈
∑ "E
N
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令 0 0( , , , ; )=1| ( , , , ; )ti ti t tN t ti ti t tN tr s a a r s a aθ θ" " ，可

得 ( )=(0.5)N
irE 。 则 梯 度 的 期 望 可 以 表 示 为

ˆ
( ) = ( )=(0.5)N

i i
i i

L Lθ θ
θ θ

⎛ ⎞∂ ∂
⎜ ⎟⎜ ⎟∂ ∂⎝ ⎠

E ，估计梯度的方差可

以表示为 

 

2

2

2

ˆ ˆ ˆ
( ) = ( ) ( )

0.5 0.5

i i i
i i i

N N

L L Lθ θ θ
θ θ θ

⎛ ⎞ ⎡ ⎤ ⎡ ⎤∂ ∂ ∂
− =⎜ ⎟ ⎢ ⎥ ⎢ ⎥⎜ ⎟∂ ∂ ∂⎝ ⎠ ⎣ ⎦ ⎣ ⎦

−

V E� E�  

因此，有 

 l ˆ
( ( ), ( ) 0)=0.5 ( ) (0.5)i i

N N
i i i

i

P L L Lθ θθ θ θ
θ
∂

∇ ∇ > ∝
∂

 

上式说明，在求解过程中，梯度步长朝着正确

的方向移动，且随着 RSU 数量的增加而呈指数级

下降。证毕。 
MAMRL算法的伪代码如算法1和算法2所示，

其中算法 1 为本地智能体训练过程，算法 2 为元智

能体训练过程。 
算法 1  本地智能体训练 
输入  ={ , , } ,s

ti i i i ti is C s S tε ε ∀ ∈ ∀ ∈， T  
输出  *

θπ  
初始化 ,i iθ ∈N  

1) for episode=1 to max_episode: 
2)  replay_memory=[] 
3)    for each t∈T  
4)       for step=1 to max_step: 
5)       根据式(5)计算 ( , )i ti tir s a  

6)       根据式(6)计算 ( )i
tiV sθπ  

7)       选取动作 ( | )
iti ti tia a sθπ∼ 并产生下

一状态 't is  

8)     将 ', , , ,step, ( )i
ti ti t i ti tis a s r V sθπ< > 存入

replay_memory 
9)       end for 
10)  从 replay_memory 中取出元组，根据式(8)

计算每个策略的优势函数并根据式(9)计算其策略

梯度 
11)  根据上述计算结果生成观察元组

': ( ,i i t iO r s< ' '), ( , ), , , ,t i i ti ti t i tia r s a a a t ( , )i
ti tis aθπΛ >  

12)  根据算法 2 计算元智能体的策略梯度 
13)  参数更新： ' ( ( ); )

tt t t tM Lθθ θ θ φ= + ∇  

14)  end for 

15) end for 
16)根据最优策略计算下一时刻的状态：

' arg max ( ),
it i tis a i
θπ

= ∈N  

算法 2  元智能体训练 
输入  ' ' ': ( , ), ( , ), , , ,i i t i t i i ti ti t i tiO r s a r s a a a t<  iθπΛ ⋅  

( , )ti tis a >， t∀ ∈T  
输出  ( ( ); )

tt tM Lθ θ φ∇  

初始化参数φ  

1) for each t∈T  
2)  for each i∈N  
3)   根据式(10)和式(11)分别计算损失函数及

其策略梯度 
4)   根 据 元 智 能 体 实 现 方 法 计 算

( ( ); )
tt tM Lθ θ φ∇  

5)   根据式(12)计算损失函数 
6)  end for 
7) end for 
8)  return ( ( ); )

tt tM Lθ θ φ∇  

3.2  RSU 协同计算卸载算法 
当所有 RSU 的缓存策略确定后，优化问题 P1

将转换为车辆任务在缓存同一服务的 RSU 之间进

行协同计算卸载的子问题 P2 

 

B

1

1

P2 : min

s.t. C1: ,

C2 : ,

       C3: 0, ,

s

N
t t
nj n

j

N
t
jn n

j

ij

T

n

n

i j

β π

β μ

β

=

=

∈

∈

∈

∑

∑

≤

≤

≥

N

N

N  
将式(1)~式(3)代入优化问题的目标函数中，可

以得到 

  ( )
1

t t
i

t t
s i i i

f
ω τλβ

μ ω τλ∈ ∈

⎛ ⎞
= +⎜ ⎟− −⎝ ⎠
∑ ∑
S N

 (14) 

变量 t t
iω λ和 是 2 个独立变量，根据上文定义可

知，它们都是由 RSU 协同计算卸载策略 β 决定的，

其定义和关系见 2.2 节，因此可以通过求解式(14)
来确定最优协同计算卸载策略。对于每一个缓存服

务 s，它与其他的缓存服务之间是独立的。因此，

在问题求解过程中，下文以服务 s 为例，对于子问

题 P2，本文采用一种迭代的思路搜寻解空间中满足

KKT 条件的结果作为优化问题的解。在 RSU 协同

计算卸载过程中，对于每一个 RSU 都有工作量负
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载均衡等式
1 1

N N

i i
i i

I O
= =

=∑ ∑ 成立，其中， iI 表示 RSU i

的接收任务量， iO 表示 RSU i 的输出任务量。根据

定义，有 =t t
i i i iI Oω π + − 和

1

=
N

t
i

i

Iλ
=
∑ 成立。将上述等

式代入优化问题，可将优化问题 P2 转化为关于变

量 I 和 O 的优化问题 P3 

1

, 1

1

1 1

P3 : min
( ) 1

s.t. 0,

+ =0

N

t iN
i i i i

NtI O i i i i i
i

i

t
i i i

N N

i i
i i

I
I O

I O I

I O i

I O

τ
π

μ π τ

π

=

=

=

= =

+ −
+

− + − −

+ − ∈

−

∑
∑

∑

∑ ∑

≥

   

N  

为了求解上述优化问题，本文首先将 RSU 处

理计算任务分为 3 种模式：接收模式、平衡模式、

卸载模式。接收模式表示 RSU 接收来自其他 RSU
的计算任务；平衡模式表示 RSU 不接收其他 RSU
的任务也不发送计算任务给其他 RSU；卸载模式表

示 RSU 发送自身的计算任务给其他 RSU。RSU 在

处理计算任务时，只能选择一种模式。同时，本文

定义 2 个辅助函数来进行优化问题求解，一是边界

计算时延函数 

 ,
2( ) ( )

( )
t f t i

i i it t
i i i

d T
μ

ω
ω μ ω
∂

=
∂ −

�   (15) 

它表示当 RSU 处理任务的计算时延的边界值；

二是边界网络拥塞时延 

 ,
2( ) ( )

(1 )
t g t

t tg T τλ
λ τλ
∂

=
∂ −

�   (16) 

它表示局域网在处理任务时网络时延的边

界值。定义函数 ( )t t
i i idξ π� 表示当所有计算任务

都由 RSU 进行本地处理的计算消耗。根据 KKT
条件有定理 2 成立，从而进行优化问题最优解的

搜索。 
定理 2  RSU 在 t 时刻的任务处理模式和最优

协同计算卸载策略如下所示。 
1) 当 t

iξ α< 时，RSU 处于接收模式，它最终

的任务处理量为 * 1( )t
i idω α−= 。 

2) 当 *( )t t
i gα ξ α λ< < + 时，RSU 处于平衡模

式，它最终的任务处理量为 *t t
i iω π= 。 

3) 当 *( )t t
i gξ α λ> + 时，RSU 处于卸载模式，

它最终处理任务量为 * 1 *[ ( ( ))]t t
i id gω α λ− += + 。 

 1 1 *

RSU RSU

( ( ) ) ( [ ( ( ))] )t t t
i i i i

i i

d d gα π π α λ− − +

∈ ∈

− = − +∑ ∑
�������	������
 ������������	�����������


网络中所有 接收的任务量 网络中所有 卸载的任务量

R F

 

  (17)           

其中， *tλ α和 是式(17)的解， *tλ 表示最优网络拥塞

时延，α 表示拉格朗日乘子， 和R F 分别表示网络

中处于接收模式和卸载模式的 RSU 集合。 
由于直接通过求导来求解α 存在较大困难，因

此本文采用一种二分迭代搜索的思路来通过工作

量负载等式寻找最优解。在每一次迭代中，首先通

过初始参数α 确定处于接收模式的 RSU 以及其接

收的任务量 Rλ 。然后，令 = Rλ λ 来确定网络中处于

平衡模式和卸载模式的 RSU，并计算卸载的任务量

Fλ 。如果 =R Fλ λ ，此时的α 为最优解；否则，算法

更新参数α 并进入下一轮迭代。求解算法流程如算

法 3 所示。 
算法 3  二分迭代协同计算卸载算法 
输入  RSU 接受任务量 , ,t

i i tπ ∈ ∈N T ，RSU
服务速率 ,i iμ ∈N ，网络通信时间τ  

输出  *t
iω  

初始化 ,t t
i i iω π← ∈N ， = ( )t t

i i idξ π  
1) 令 max = maxt t

ii
ξ ξ

∈N
， min = mint t

ii
ξ ξ

∈N
 

2) if min max+ (0)t tgξ ξ≥ ： 

3)   不需要协同计算卸载 
4)   min max,t ta bξ ξ← ←  
5)   while | ( ) ( )|R Fλ α λ α υ− ≥  
6)   ( ) 0, ( ) 0R Fλ α λ α← ←  

7)   1 ( )
2

a bα ← +  

8)   根据变量α 确定处于接收模式的 RSU 以

及其接收任务的数量 
9)   根据变量α 确定处于卸载模式的 RSU 以

及其卸载任务的数量 
10)   if ( )> ( )R Fλ α λ α  

11)   b a←  
12)   else 
13)   a α←  
14)   end if 
15)  end while 
16)end if 
根据定理 2 确定每一个 RSU 的 *t

iω 。 
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4  实验结果和分析 

本文利用杭州真实的交通流数据模拟任务的

产生，验证本文提出的车联网系统的有效性。系统

中由一个云服务器和 9 个 RSU 组成（如图 4 所示），

每一个 RSU 的覆盖区域为 200 m×200 m，且为车辆

提供 8 种类型不同的服务。为了适应不同规模的任务

量，RSU 布置在杭州市中心如图 4 所示的 9 个十字路

口，且每一个车辆产生任务服从速率为[0,4]任务/2 分

钟的泊松分布。其他参数设定如表 2 所示。 

 
图 4  车联网系统布置说明 

表 2 参数设定 

参数 值 

任务所需 CPU 周期数 h/个 2×107 

RSU i 的计算能力（CPU 周期数） / GHziF  3 

缓存服务 s 大小 /MBsp  0.2  

RSU i 的服务缓存能力 /MBiC  0.6 

网络传输一个计算任务的时延 /msτ  200 

计算任务上传到云端的时延 cloud /msT  800 

 
本文与 3 种基准算法进行比较。1) 非协作卸载

算法：RSU 完成缓存分配后，只有 RSU 本地处理

或上传到云服务器处理 2 种情况。2) 单智能体缓存

算法：采用单智能体强化学习进行缓存分配，然后

采用协同计算卸载进行计算任务分配。3) 贪婪缓存

策略：每个 RSU 缓存最流行的服务，然后计算任

务将在本地处理或上传到云服务器进行处理。 
4.1  系统表现 

图 5 为不同智能体（9 个本地智能体和一个

元智能体）获得的奖励值，本文计算每 50 次迭代

的平均奖励值。在 MAMRL 框架中，所有的智能体

经过 1 000 轮迭代都会得到一个收敛的奖励值，其中，

元智能体拥有最高的奖励值（大约为 90），所有的本

地智能体（RSU）在收敛时大约为 80 到 85，只有一

个 RSU 6 收敛时奖励值在 70 左右。不同 RSU 上的奖

励值变化是由 RSU 上处理任务的不同和分配资源的

不同所导致的，同时也由强化学习中各个本地智能体

求解资源分配方案过程中的探索和利用权衡所决定。 

 
图 5  多智能体元强化学习中不同智能体的奖励值 

图6为本文提出的缓存分配策略在不同探索衰减

下的系统表现。探索率表示强化学习过程中对于动作

空间的探索概率，从而在探索和利用之间进行权衡搜

索到最优的缓存策略。初始情况下，探索率大可以快

速探索动作空间中的优秀策略，探索率逐渐衰减可以

平衡动作选择过程中的探索利用效率，从而使智能体

逐渐搜索到最佳策略（动作）。较大的探索衰减强调

动作选取中的探索过程，可以获得更快的收敛速度，

但是可能导致智能体对于动作空间探索不够完全；较

小的探索衰减则强调动作选取中的利用过程，可能会

获得更好的收敛结果，但是不断减小该值可能会影响

收敛速度。因此在仿真实验中，本文将探索衰减设置

成不同值来观察收敛效果，可以看出，当探索衰减大

于
410−
时，1 000 轮迭代内可以收敛；当探索衰减为

0.1 时，收敛时的奖励值较低。 

 
图 6  不同探索衰减的收敛结果 
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4.2  性能对比 
和其他 3 种基准算法（非合作卸载、单智能体

缓存、贪婪缓存）相比，本文提出的多 RSU 协同缓

存算法表现最优，能够得到最低的系统时延。图 7 给

出了不同缓存大小下不同算法的网络时延。缓存大

小对于 RSU 缓存内容的选择具有重要的影响，缓

存大小为 0 则表明所有处理任务的服务需要从云服

器上下载，因此所有的缓存策略失去意义；如果缓

存大小超过任务所需的服务个数，服务器可以缓存

所有的服务，缓存策略也失去意义。因此，本文只

讨论缓存大小在区间内不同算法的表现情况。从图

7 中可以看出，随着缓存大小的增加，所有算法的

系统时延都会有所下降，但是本文提出的算法相比

较其他 3 种算法表现更加优异；在缓存空间明显不

足时，本文提出的算法相较其他 3 种算法提升更明

显，这说明本文提出的算法能够更好地应对资源有

限情况下的缓存分配问题，即能够在有限的资源情

况下，最小化系统时延。 

 
图 7  不同缓存空间下系统时延对比 

图 8说明了不同缓存大小下不同方法中从RSU
输出到云服务器处理的任务大小。当 RSU 之间无

法通过协同卸载来处理用户任务时需要将任务传

输到云服务器来处理，这一过程需要相对高的传输

时延。因此，输出到云服务器的任务量可以表明不

同方法的协同卸载处理情况。从图 8 中曲线可以看

出，随着 RSU 缓存空间的增加，更多的任务可以

在 RSU 集群内进行处理，因此传输到云服务器的

任务数会越来越小，相比其他 3 种算法，本文提出

的算法因为具有协同计算卸载机制会在 RSU 之间

进行处理任务，而不是直接上传到云处理器，因此

会大幅减少输出任务量；相比单智能体缓存算法，

多智能体算法在缓存空间相对不足的情况下，表现

更佳，这说明本文提出的算法在受限资源情况下表

现更佳。 

 
图 8  不同缓存空间下输出任务情况对比 

图 9 和图 10 分别表明了在用户产生不同数量

任务的情况下不同方法的系统时延和输出到云服

务器的任务数量分布。当用户产生的任务数量增加

时，系统的计算压力会增大，导致系统时延增加，

同时也需要将更多的任务上传到云服务器上进行

处理。如图 9 所示，用户产生的任务越多，所有算

法的系统时延都呈上升趋势，其中贪婪算法和非协

作卸载算法上升趋势明显，因为在缓存资源有限的

情况下，依靠单独 RSU 来处理对应任务效率低，

只有通过多 RSU 合作来处理相应任务才能获得更

低的系统时延，相对于单智能体缓存算法，多智能

体算法同时考虑每一个 RSU 的任务情况，因此能

够获得更低的系统时延。图 10 表明用户产生任务

的增加导致更多任务需要上传到云服务器处理。

从图 10 可以看出，用户任务在 3 到 6 时增长趋

势较缓慢，而当用户任务继续增加后，由于 RSU
缓存空间有限，所有算法都需要将大量的任务上

传到云服务器，因此输出任务数量增长趋势会更

加明显。 

5  结束语 

本文在车联网边缘计算系统中联合考虑了用

户任务缓存和边缘任务调度问题，并将其建模成

一个混合整数非线性规划问题，从而最小化系统

时延。为了降低问题求解的计算复杂度，本文提

出一种双层的多 RSU 协同缓存框架将问题进行

解耦，其中外层采用多智能体元强化学习方法，

在每个本地智能体进行决策学习的同时，采用
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LSTM 作为元智能体来平衡本地决策并加速学

习，从而得到最优的 RSU 缓存策略；在缓存策略

确定后，内层采用拉格朗日乘子法求解最佳协同

卸载策略，实现 RSU 间的任务分配。基于杭州真

实交通数据的实验表明，本文提出的算法具有很

好的能效性能，并且能够在大规模任务流下保持

网络稳健性。 

 
图 9  不同任务数下系统时延对比 

 
图 10  不同任务数下输出任务情况对比 
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